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摘要　本文应用 Kohonen 自组织神经网络求解时延、功耗和连线三重驱动的门阵列布局问题.

算法用自组织学习算法和分配算法确定关键单元的位置, 用迭代改善的方法确定非关键单元的

位置, 从而获得关键线网最短、散热大的单元离得尽可能远并且单元连线总长尽可能短的布局.

本文还介绍了面向线网和功耗的样本矢量的概念, 与面向单元的样本矢量相比, 面向线网和功

耗的样本矢量不仅可以直接处理多端线网, 而且能够描述时延信息和热信息. 实验表明这是一

种有效的方法.
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1　引言

随着集成电路工艺的迅猛发展, 人们对集成电路的性能要求日益提高, 研究人工神经网

络在性能驱动的集成电路布局中的应用, 是一个有现实意义的研究课题.

时延、功耗和连线是性能驱动的集成电路布局中应该考虑的问题. 本文应用 Kohonen 自

组织神经网络求解时延、功耗和单元总连线长度三重驱动的门阵列布局问题. 算法分三步:

第一步: 用自组织学习算法确定关键单元的基本位置. 其中, 关键路径上的线网称为关

键线网, 关键线网所联单元和热源单元称为关键单元, 其它的单元均为非关键单元.

第二步: 用分配算法处理关键单元映射的重叠现象.

第三步: 用迭代改善的方法确定非关键单元的位置. 在迭代改善过程中, 以连线总长度

最短为优化目标. 这样就可以在保证关键线网连线最短、热源单元离得尽可能远的前提下,

使得单元间连线总长尽可能短.

2　神经网络模型

Kohonen 自组织神经网络是由输入层和输出层组成的双层神经网络. 输入层中的每一



个神经元, 通过权与输出层的每一个神经元相联. 设X ∈R
M 为输入模式向量,W 为权值矩阵,

Y ∈R
N 为输出节点的匹配响应, 在 t 时刻有 Y = W

T ( t) Ý X ( t). Ý 代表一种运算, 一般有两种

形式: (1) 点积运算, 即 Y = W
T ( t) ·X ( t) , 输入样本X 与权的内积最大值为竞争优胜者; (2)

Euclidean 距离运算, 即 Y = ‖W ( t) - X ( t)‖g , 竞争得胜的神经元对应最小的输出值.

在输出层中, 竞争是这样进行的: 对于“赢”的那个神经元 c, 在其周围N c 的区域内神经

元在不同程度上得到兴奋, 而在N c 以外的神经元都被抑制, 即:

dw ij öd t =
Α( t) (x i ( t) - w ij ( t) ) Π j ∈N c

0 Π j | N c

N c 随着 t 的增大逐渐缩小, Α( t)随 t 的增大逐渐减小.

网络的学习过程就是网络的连接权根据训练样本进行自适应、自组织的过程, 经过一定

次数的训练以后, 网络能够把拓扑意义下相似的输入样本映射到相近的输出节点上. 网络能

够实现从输入到输出的非线性降维映射.

3　样本矢量的建立

311　面向单元的样本矢量

面向单元的样本矢量[ 2, 3 ] (文献[2 ]对间接连接单元的连接度只做一次修正, 文献[ 3 ]对

此做了改进, 较好地解决了非直接连接单元的连接度问题)是以单元间的连接度作为它们之

间相似性量度的, 网络自组织的结果使得连接度大的单元被映射到布局平面上邻近的位置

上. 它有三个不足之处: (1) 不能直接表达时延信息. (2) 不能直接表达热信息. (3) 虽能直接

处理两端线网, 但对于多端线网在产生单元连接矩阵时, 需把多端线网等效成适当连接权的

两端线网. 这种等效方法具有一定的失真性, 不能完全真实反映多端线网的连接特征.

312　面向线网和功耗的样本矢量

面向线网和功耗的样本矢量将时延信息和热信息描述在样本矢量的特征分量中, 由关

键线网特征分量和热特征分量组成: 以关键线网的加权值作为关键线网特征分量; 用单元的

散热量作为热特征分量 (时延和热的处理思想与文献[4 ]类似). 具有相同特征值的相似单元

经自组织学习以后能够移到一起或因为都是热源单元而移得较远. 显然处理的每一步用的

都是关于电路的完整的、真实的连接信息, 而不是分解的、变形的信息, 从而能够直接处理多

端线网.

获取线网权值的一个方法是: 先对电路进行时延分析, 通过时延方程、组合电路单元的

内部时延和系统周期时间确定线网的权值. 为了网络训练的方便, 还要将关键线网的权值除

以线网的最大权值, 使得线网的权值小于等于 1. 在许多场合, 关键路径是由用户指定的, 这

时可以直接用用户指定的关键路径上的线网作为特征分量.

芯片中的热来自各晶体管. 对于CM O S 电路, 门在“开”状态和“关”状态下产生的热量

是不一样的, 需确定在任一时刻“开”状态门的数目和“关”状态门的数目的比例. 对于 ECL

系统, 典型的门功耗为 0125mW ö每门, 而与门的状态和运行频率无关. 输入样本矢量的热分

量需要除以单元的最大散热量, 使得每个样本的热分量小于等于 1.

图 1 是一个简化的单元连接图, 设线网 n1、n2、n3 和 n4 都为关键线网, 单元 b 和 d 为热

源单元, 关键线网 n4 为三端线网, 则该单元连接图的输入样本如表 1 所示.
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图 1　单元连接图

表 1　图 1 的样本数据

单

元

特　征　量

关键线网 n1 关键线网 n2 关键线网 n3 关键线网 n4 热特征

a 0. 95 0 0 0. 85 0

b 0 1 0 0. 85 0. 8

c 0. 95 1 0. 8 0 0

d 0 0 0. 8 0. 85 1

4　自组织学习算法

对应于一个有 K 个关键单元、M - 1 个关键线网和布局平面上有N 个单元放置位置

(即输出节点)的门阵列布局实例, 网络需要 K 个训练样本点、M 个输入矢量特征分量 (M -

1 个关键线网分量和一个热分量) 和N 个输出神经元. 其中, 一个关键单元对应一个样本;

一个单元放置位置对应一个输出神经元. 网络的自组织学习过程为:

步骤 1: 随机给定网络初始权: 0< w ij < 1, i= 1, 2, ⋯,M , j = 1, 2, ⋯,N

步骤 2: 从输入样本数据中随机选取一样本点X , 计算所有输出节点的输出值:

y j = ∑
M

i= 1
x iw ij , j = 1, 2, ⋯,N

　　步骤 3: 选择输出值最大的输出节点 c 为竞争获胜神经元:

y c = m ax
j

(y j ) , j = 1, 2, ⋯,N

　　步骤 4: 确定神经元 c 的领域N c.

步骤 5: 更新N c 内所有输出神经元 j 的权值:

w ij = w ij + Α( t) Γcj (x i - w ij ) , i = 1, 2, ⋯,M - 1, j ∈N c

w M j = w M j + Α( t) Γcj (xM - w M j ) , i = M , j = c

w M j = w M j + Α( t) (1 - Γcj ) (xM - w M j ) , i = M , j ∈N c, j ≠ c[ 4 ]

其中 Α( t) = A e
- töΣ(Σ为常数)或 Α( t) = 0. 9 (1- tö1000)

i= M 为热特征分量

Γcj = Χ- d (1< Χ< 2) , (d 为输出神经元 c 和 j 的M anhat tan 距离)

步骤 6: 转步骤 2.

当所有样本输入一遍后, 满足m ax
i, j

{ w ij ( t+ 1) - w ij ( t) }< Ε, 或达到预先取定的迭代次

数后, 学习结束; 否则进入下一轮学习.

进一步说明如下:

(1) 输入矢量与输出神经元的权矢量的相似性用它们的点积值 (而非 Euclidean 距离)

表示.

(2)热特征分量 ( i= M )的学习规则必须特殊考虑, 它的学习方式与其它特征不同.

(3)输出神经元 c 在不同时间 t 时的邻域N c ( t)由与神经元 c 间的距离小于等于 k ( t) 的

神经元组成. k ( t)反映了领域的大小, 是一个时间递减函数. 初始时邻域可以取很大, 随着学

习步数 t 的增大再线性缩小, 直到只剩下一个神经元.
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(4)参数 Σ和 Χ越大, 网络收敛得越快, 但解的质量会受影响.

(5) 收敛条件中的 Ε越小或选取的迭代次数越多, 解的质量越好, 但所需的计算时间越

长.

由于样本训练次数一般为O (K ) 数量级, 每输入一个样本平均有 logN
2 个输出神经元的

权值需要调节, 且每个输出神经元有M 个权分量, 所以该算法的时间复杂性为 O

(KM logN
2 ). 另外, 实际样本训练次数还与初始状态有关, 不同的初始状态, 迭代到满足收敛

条件, 所需的迭代步数是不完全一样的.

5　分配算法

对于上述的自组织学习过程, 如果学习时间不够长 (在电路规模较大的情况下, 要使网

络收到最优解需要很长的学习时间) , 那么多个关键单元会映射到同一个输出点节上, 即有

多个样本在同一输出神经元上有最大输出值, 称之为单元重叠. 单元重叠出现的可能性主要

取决于关键单元在单元集合中所占的比例, 关键单元越多, 越容易出现重叠. 但一般情况下,

关键单元占的比例并不大, 所以重叠现象并不严重, 而且由于关键单元比输出节点要少很

多, 即使在出现重叠的情况下, 也很容易为重叠单元找到一个次优匹配的输出节点, 因此一

般情况下分配后对布局结果的影响并不大. 我们设计了一个基于贪心思想的分配算法来处

理这种情况. 算法描述如下:

第一步: 初始化关键单元集合A 和输出节点集合B , 即A = {1, 2, ⋯, K },B = {1, 2, ⋯,

N }.

第二步: 相对于样本 i, 输出节点 j 的输出值用 y ij表示. 如果

y a, b = m ax
i∈A , j∈B

(y ij ) , a ∈A , b ∈B ,

则将输出节点 b 分配给关键单元 a , 并且A = A - {a},B = B - {b}.

第三步: 如果集合A 非空, 则转到第二步, 否则结束.

6　非关键单元的定位

自组织学习算法和分配算法可以确定关键单元在布局平面上的位置. 对于门阵列版图

模式, 可以用 Steinberg 法、对交换法、邻域交换法、力向量成对交换法、力向量松弛法、广义

力向量松弛法等迭代改善方法来减少单元的总连线长度, 以确定非关键单元在布局平面上

的位置. 由于此时已与关键线网、热源单元无关, 所以也可以用传统的提高布通率的算法来

确定非关键单元的位置.

7　实验结果

本算法已用Bo rland C+ + 编程, 在 486ö66 计算机上实现. 两类布局实例被用来验证算

法的有效性: 第一类为规则的筛网结构电路, 并在电路上指定一条或多条关键路径. 这类例

子的最佳布局构型是已知的, 比较容易判断一个布局结果与最佳布局有多大偏差. 另一类例

子由计算机随机产生, 它更具一般性. 表 2 给了测试用的 4 个电路的有关信息, 其中例 1 和
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例 2 为第一类电路, 例 3 和例 4 为第二类例子.

表 2　实验电路的有关信息

例号 单元数 线网数 关键单元数 关键线网数 2 端线网数 3 端线网数 4 端线网数

1 25 40 5 4 40 0 0

2 25 40 9 7 40 0 0

3 100 210 39 71 136 52 22

4 200 454 93 141 241 116 97

　　表 3 给出了例 2 的样本数据, 图 2 和表 4 是例 2 在不同时刻的执行情况和运行结果. 从

结果可以看出, 关键线网的长度达到最短, 热源单元 1、4、7 和 9 分得较开.

表 3　例 2 的样本数据

单元

号

特　征　量

n1 n2 n3 n4 n5 n6 n7 散热

1 0. 9 0 0 0 0 0 0 1

2 0. 9 0. 95 0 0 0 0 0 0

3 0 0. 95 0. 85 0. 87 0 0 0 0

4 0 0 0. 85 0 0 0 0 0. 9

5 0 0 0 0. 87 0 0 0 0

6 0 0 0 0 0. 92 0 0 0

7 0 0 0 0 0 1 0 0. 8

8 6 0 0 0 0. 92 1 0. 96 0

9 0 0 0 0 0 0 0. 96 0. 85

图 2　例 2 在不同时刻 t 的执行情况

表 4　例 2 在不同时刻的运行结果

测试量 (关键线网总长) t= 0 t= 6 t= 12 t= 25 t= 50 t= 100

Euclidean 平方和 51 36 29 20 11 7

M anhattan 距离 29 20 16 12 9 7

　　表 5 比较了本算法与HNN 算法的实验结果. 其中HNN 算法是由文献[ 1 ]中的算法改

进得来的: 文献[1 ]优化的是连线总长, HNN 算法改进为优化关键线网的长度. 本算法的运
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行结果依赖于随机产生的网络初始权值, 表 5 的例 3、例 4 是 5 次运行的最佳结果 (例 1、例 2

的规模较小, 每次运行均能达到最优解). 从表中可以看出, 本算法不仅运行速度快于 HNN

算法, 而且布局的质量也优于HNN 算法.

表 5　实验结果

例

号

关键线网 Euclidean 总长 关键线网M anhattan 总长 运行时间ös

本算法 HNN 算法 本算法 HNN 算法 本算法 HNN 算法

1 4 4 4 4 0. 05 0. 07

2 7 9 7 10 0. 12 0. 53

3 112 125 139 164 8. 40 23. 9

4 236 248 274 297 90. 3 264. 0

8　结束语

本文应用 Kohonen 自组织神经网络求解以关键线网时延最小、散热大的单元相距尽可

能远并且单元间连线总长度尽可能短为优化目标的门阵列布局问题. 与文献[ 4 ]相比, 本算

法的特点是: 是门阵列布局, 而后者是任意单元布局; 建立了面向线网的样本矢量能够直接

处理多端线网的思想; 用分配算法处理关键单元重叠现象; 能优化单元间的连线.
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Abstract　T he Kohonen self2o rgan izing neu ra l netw o rk app roach is app lied to the t im ing,

pow er d issipa t ion, and w ire connect ion driven p lacem en t of ga te array. In the a lgo rithm , the

crit ica l nets are m in im ized, the d istance betw een heat sou rce cells is m ax im ized, and the to2
ta l leng th of nets is m in im ized. T he self2o rgan izing learn ing app roach and the assignm en t

a lgo rithm are u sed to fit the crit ica l cells, and trad it iona l itera t ive im p rovem en t m ethod is

u sed to fit the o ther cells. In addit ion, the concep t of net and pow er d issipa t ion o rien ted

sim ila rity vecto r is in troduced. Com pared w ith the cell o rien ted sim ila rity vecto r, net and

pow er d issipa t ion o rien ted sim ila rity vecto r can no t on ly dea l w ith the m u lt i2term ina l nets

d irect ly, bu t a lso describe the info rm ation abou t t im ing and heat. T he experim en ta l resu lt

show s tha t it is an effect ive m ethod.
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